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Detección y clasificación de malas hierbas mediante 
drones y redes neuronales profundas: creación de mapas 
para tratamiento localizado
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R E S U M E N

La detección precisa y la identificación de malas hierbas son esenciales en la implementación de la Agricultura de 
Precisión (AP). En este estudio, se abordó la detección y la clasificación de malas hierbas en maíz y tomate en sus 
etapas tempranas de crecimiento mediante la integración de imágenes adquiridas desde drones y análisis basado en 
avanzadas redes neuronales convolucionales. Posteriormente, el objetivo de esta investigación fue la creación de mapas 
georreferenciados que permitieran una gestión en post-emergencia localizada y selectiva de las especies de malas 
hierbas. Nuestros resultados indican que la combinación de imágenes captadas por drones y un análisis de las mismas 
basado en algoritmos de aprendizaje profundo proporciona una solución efectiva para este propósito. La precisión 
y eficiencia alcanzadas en la identificación de malas hierbas en su etapa temprana fueron prometedoras, tanto en el 
conjunto de especies presentes en el cultivo como en especies individuales. Este avance es de gran relevancia en el 
ámbito de la AP, ya que permitiría una gestión más eficiente de las malas hierbas mediante la selección del herbicida 
según el tipo de mala hierba presente, reduciendo el uso de herbicidas y, en última instancia, contribuyendo a la 
sostenibilidad y la rentabilidad de la agricultura. Además, la generación de mapas georreferenciados facilita la toma 
de decisiones en tiempo real. En resumen, este estudio sugiere que la combinación de tecnologías emergentes, como 
drones y redes neuronales profundas, pueden ser herramientas aplicables en el manejo localizado de malas hierbas en 
el contexto de la AP.
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A B S T R A C T

Accurate detection and identification of weeds are essential in the implementation of Precision Agriculture (PA). In this 
study, we addressed the detection and classification of weeds in maize and tomato in their early growth stages by 
integrating images acquired from UAVs and analysis based on advanced convolutional neural networks. Subsequently, 
the objective of this research was the creation of geo-referenced maps that would allow localized and selective post-
emergence management of weed species. Our results indicate that the combination of UAV-captured imagery and deep 
learning algorithm-based image analysis provides an effective solution for this purpose. The accuracy and efficiency 
achieved in the identification of weeds in their early stage were promising, both in the set of species present in the 
crop and in individual species. This advance is of great relevance in the field of PA, as it would allow a more efficient 
management of weeds by selecting the herbicide according to the type of weed present, reducing the use of herbicides 
and ultimately contributing to the sustainability and profitability of agriculture. In addition, the generation of geo-
referenced maps facilitates real-time decision making. In summary, this study suggests that the combination of emerging 
technologies, such as drones and deep neural networks, may be applicable tools in localized weed management in the 
context of PA.
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INTRODUCCIÓN

Las malas hierbas compiten con los cultivos por 
recursos vitales, afectando negativamente al creci-
miento de los mismos y a su rendimiento poten-
cial. La  detección temprana de las infestaciones 
de malas hierbas se presenta como un factor crí-
tico para asegurar el éxito de la aplicación de es-
trategias de gestión localizada de malas hierbas 
(site-specific weed management, SSWM) adaptadas a 
cada ubicación, ya que las diferentes especies pue-
den requerir enfoques de control distintos (Fer-
nández-Quintanilla et al., 2022). La SSWM es una 
aproximación enfoque agronómica que implica 
identificar y gestionar las malas hierbas según su 
ubicación espacial y distribución, en lugar de apli-
car tratamientos uniformes en todo el campo (Lati 
et al., 2021). Sin embargo, la clasificación de las es-
pecies de malas hierbas en estado temprano suele 
ser compleja y requiere elevados recursos tempo-
rales y de análisis debido a las similitudes morfo-
lógicas entre la mayoría de las especies de malas 
hierbas y las plantas de cultivo; además, se necesi-
tan herramientas especializadas y conocimientos 
de expertos (Fernández-Quintanilla et  al., 2018). 
La  identificación incorrecta de las malas hierbas 
y las consiguientes decisiones erróneas en el tra-
tamiento suelen ocasionar una disminución en la 
eficacia del control y repercutir negativamente en 
la producción final del cultivo.

Los avances tecnológicos, como los vehículos aé-
reos no tripulados (UAV) y el aprendizaje automá-
tico (machine learning, ML), están transformando 
la agricultura al proporcionar nuevas formas de 
adquirir la información y técnicas para su análi-
sis que pueden ayudar a los agricultores a tomar 
decisiones fundamentadas y a optimizar las ope-
raciones y recursos en el campo. Por un lado, los 
UAV  son capaces de captar imágenes de alta re-
solución sobre grandes áreas de cultivo, lo que 
les confiere usos diversos como la topografía, la 
vigilancia medioambiental o la exploración y car-
tografía de cultivos, con una aplicación particular 
en la detección de malas hierbas, plagas y enferme-
dades (Rejeb et al., 2022). Por otro lado, el ML y, en 
particular, los algoritmos de aprendizaje profundo 
(deep learning, DL), han demostrado un éxito signi-
ficativo en el procesamiento de imágenes, mejoran-
do la precisión de las tareas de clasificación (Me-
sías-Ruiz et al., 2023). Algunas técnicas específicas 

de DL, como las redes neuronales convolucionales 
(CNN), son altamente adecuadas para tareas de vi-
sión por computadora, incluido el reconocimiento 
de imágenes (Ioffe & Szegedy, 2015).

Ciertas investigaciones han abordado la proble-
mática de manera integral, explorando tecnologías 
avanzadas y enfoques innovadores para la detec-
ción y control preciso de las malas hierbas a partir 
de imágenes UAV. Por ejemplo, Huang et al. (2018) 
generaron mapas de la cubierta vegetal. Su  en-
foque basado en una red totalmente convolucio-
nal demostró una alta eficacia y precisión en la 
cartografía de malas hierbas. En  este contexto. y 
considerando la reducida información disponible 
sobre la implementación de mapas georreferen-
ciados de malas hierbas en condiciones reales de 
cultivo, el objetivo principal de esta investigación 
fue desarrollar una metodología que proporcione 
información sobre la especie de mala hierba y su 
georreferenciación en parcelas de cultivos de maíz 
y tomate en estado temprano, a partir de imágenes 
del espectro visible (RGB) de UAV. Los objetivos es-
pecíficos de este estudio se detallan a continuación:

1. �Crear un amplio conjunto de datos que incluya 
especies de malas hierbas en sus primeros esta-
dos de crecimiento, destinado al entrenamiento 
y validación del modelo creado.

2. �Detectar, localizar e identificar las especies 
de malas hierbas en parcelas y validar los 
resultados.

3. �Crear mapas georreferenciados para llevar a ca-
bo control basado en SSWM.

MATERIALES Y MÉTODOS

Se  seleccionaron dos cultivos de verano de rele-
vancia mundial (maíz y tomate) y ocho especies 
comunes de malas hierbas como sistemas culti-
vo-maleza de referencia para llevar a cabo esta in-
vestigación. El  procedimiento completo consistió 
en cuatro etapas (Figura 1): 1) adquisición de imá-
genes UAV, 2) preprocesamiento de imágenes in-
cluyendo la construcción de ortomosaicos, la divi-
sión de los ortomosaicos en imágenes de 1000×1000 
píxeles y el etiquetado de plantas, lo que condujo a 
la generación del conjunto de datos de malas hier-
bas, 3) creación del modelo, que incluyó la extrac-
ción de características con capas convolucionales, 
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aplicación de las técnicas de aprendizaje por trans-
ferencia basado en ImageNet-1k (Krizhevsky et al., 
2012), aumento de datos, y 4) proceso de inferencia 
para evaluar la capacidad del modelo en la genera-
lización del conocimiento. Posteriormente, con la 
información de la detección y clasificación de las 
especies, se crearon los mapas georreferenciados 
de malas hierbas.

Zona de estudio

Las imágenes UAV  se recogieron en un cam-
po experimental de maíz situado en Arganda 
del Rey (Madrid, España) y en un campo comer-
cial de tomate situado en Santa Amalia (Badajoz, 

España), con coordenadas centrales 40° 18′ 59, 25′′ N,  
3° 29′ 21,53′′ O y 38° 59’ 39,0” N, 6° 03’ 31,7” O (sis-
tema de coordenadas Lat/Lon, datum WGS84) res-
pectivamente. Durante los vuelos, las plantas de 
maíz se encontraban en la fase temprana de creci-
miento de 4 hojas desplegadas (BBCH 14), y las de 
tomate en la fase temprana de primer botón floral 
visible (BBCH 501) (Meier, 2018). 

La adquisición de imágenes se llevó a cabo con un 
UAV  cuadricóptero, modelo md4-1000 (microdro-
nes GmbH, Siegen, Alemania), y una cámara comer-
cial de bajo coste con sensor rojo-verde-azul (RGB), 
modelo Sony ILCE-6300L  (Sony Group Corpora-
tion, Tokio, Japón). La cámara disponía de un sen-
sor CMOS Exmor® de tipo APS-C (23,5×15,6 mm) 

Figura 1 - Esquema del procedimiento llevado a cabo en esta investigación.
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que captura imágenes de 6.000×3.376 píxeles con 
24,2 megapíxeles efectivos. El recorrido del UAV se 
diseñó para volar a una velocidad de 2 m/s, con 
un solapamiento frontal y lateral del 70%, y a una 
altitud de 11 metros sobre la superficie. Se inspec-
cionaron aproximadamente 0,75 ha del campo de 
maíz y 1,2 ha del campo de tomate, lo que generó 
un conjunto de 565 y 895 imágenes, respectivamen-
te, con una distancia de muestreo del suelo (GSD) 
de 0,17 cm/píxel en cada campo. Se realizaron los 
ortomosaicos con el software Agisoft PhotoScan 
(Agisoft LLC, St. Petersburg, Rusia).

Pre-procesamiento

Expertos en malherbología etiquetaron las espe-
cies empleando la herramienta gráfica de software 
gratuito labelImg (Tzutalin, 2015). En  esta inves-
tigación se identificaron ocho especies de malas 
hierbas comunes presentes de forma natural: Che-
nopodium album L., Convolvulus arvensis L., Cyperus 
rotundus L., Lolium rigidum Gaud., Portulaca oleracea 
L., Salsola kali L., Solanum nigrum L. y Sorghum ha-
lepense (L.) Pers. Se seleccionó un número total de 
15.789 etiquetas de malas hierbas para el conjunto 
de datos, que se dividieron en entrenamiento y vali-
dación distribuido en 80% y 20%, respectivamente.

Detección y Clasificación

El modelo YOLOv8m (Jocher et  al., 2023), es una 
CNN  diseñada para la detección de objetos, fue 

seleccionado para este estudio debido a su com-
binación de velocidad y precisión en su entrena-
miento e inferencia, respectivamente. El  modelo 
fue entrenado utilizando el conjunto de datos eti-
quetados con el framework KerasCV. Durante el 
entrenamiento se aplicó la técnica de aprendizaje 
por transferencia. 

Inferencia

Para validar la capacidad de generalización del 
conocimiento se determinó de acuerdo al criterio 
de los expertos un conjunto de 200 plantas de ma-
las hierbas por especie como verdad-terreno sobre 
otro cultivo de tomate de la misma zona corres-
pondiente al estado BBCH 509.

RESULTADOS Y DISCUSIÓN

El modelo creado tuvo como resultados una preci-
sión alta en la clasificación de las ocho especies de 
malas hierbas. Sobre el conjunto verdad-terreno, el 
modelo logró una detección del 99% para Cyperus 
rotundus L., identificando correctamente 198 de los 
200 elementos. Para Portulaca oleracea L, el rendi-
miento es óptimo, con la detección correcta de los 
200 elementos, sin embargo, la detección presenta 
una dificultad cuando se trata de Solanum nigrum L.  
al detectarse 186 plantas.

La capacidad de discriminación entre especies en 
este escenario presentó resultados prometedores 

Figura 2 -  (a) Mapa de malas hierbas generado con el modelo YOLOv8m para el cultivo de tomate. (b) Especies identificadas 
de malas hierbas georreferenciadas. ★ Cyperus, • Portulaca, + Solanum.
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superiores al 99% por cada especie. Sin embargo, 
es crucial abordar las limitaciones observadas en 
la clasificación de Solanum nigrum L., donde se 
identificaron dos casos de confusión con Portulaca 
oleracea L.

CONCLUSIONES

Esta investigación creó un gran conjunto de datos 
a partir de imágenes de UAV e implementó eficaz-
mente el modelo YOLOv8-m para detectar, clasifi-
car y localizar ocho especies diferentes de malas 
hierbas que crecen habitualmente en los cultivos 
de maíz y tomate. Este estudio supone una contri-
bución significativa no sólo al mostrar un gran ren-
dimiento de una compleja arquitecturas CNN de 
última generación, sino también al proporcionar 
una metodología para la clasificación precisa de las 
malas hierbas a nivel de especie durante las prime-
ras fases de crecimiento en el mundo real. Esto es 

especialmente crítico porque, en la fase inicial de 
desarrollo, las diferencias morfológicas y fisiológi-
cas entre especies pueden ser mínimas.
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